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Absztrakt

A transzformator modellek jelentds elérelépéseket hoztak az id8sor-elemzésben, mivel
képesek hossza tava fiiggdségeket megragadni. A tanulmany a transzformdtor modellek
(mélytanulasi architektirak) alapvets felépitését, erGsségeit és korlatait vizsgalja az idésorok
modellezésében. Bemutatja a killénféle transzformator varidansokat idésorokhoz, és ismerteti
alkalmazasukat el6rejelzésre, osztilyozasra és anomalia-felismerésre, valamint az elmagya-
razhatésagot és interpretalhatésagot.
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Abstract

IMPORTANCE OF THE TRANSFORMER MODELS

IN FORECASTING AND CLASSIFICATION OF TIME SERIES

Transformer models have brought significant advancements in time series analysis due to their
ability to capture long-term dependencies. This study examines the fundamental structure,
strengths, and limitations of transformer models (deep learning architectures) in time series
modeling. It presents various transformer variants for time series and discusses their
applications in forecasting, classification, and anomaly detection, as well as the explainability
and interpretability.
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A transzformator modelleknek nevezett
mélytanulasi architektarak, forradalmasitottak
a természetes nyelvfeldolgozast, a szamito-
gépes latast, és jelentSs érdeklédést valtottak
ki az id6sor-elemzéssel foglalkozok kérében
is. Elényiik, hogy hosszu tava figg6ségeket és
interakcidkat tudnak megragadni, ami kilo-
nésen alkalmassd teszi Gket az id&sorok
modellezésére, és jelentds elSrelépéseket ered-
ményeznek ezen a terileten.

Az évek soran nagy szamu kiilénféle transz-
formator varianst fejlesztettek ki az idésorok
modellezésében felmertils specifikus kihiva-
sok kezelésére. Ezeket a modelleket sikeresen
alkalmaztdk olyan feladatokban, mint az
el6rejelzés, az osztilyozas és az anomalia-
felismerés. A transzformatorok bevezetése
jelentSsen javitotta az élvonalbeli teljesitményt
ezeken a tertleteken.

Ez a tanulmany a transzformator modellek
alapvets felépitését, alkalmazhatdsagat, erGs-
ségeit és korlatait vizsgalja az id6sorok alkal-
mazasaban. El6sz6r réviden bemutatasra ke-
ril az elsé transformer modell miikodése, a
gyakran alkalmazott modulok kilénb6z3
transformer modell architektirakban, a sz6ba
jové gépi tanulasi feladatok és néhany alkal-
mazott modell architektira. Végil megvitat-
juk a transzformatorok értelmezhet&ségét és
magyarazhatosagat.
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Vanilla Transformer

A vanilla transzformator modell (Vaswani és
tsai, 2017) egy kddolé-dekddold struktirat
alkalmaz. A k6dol6 és a dekddolé mindegyike
tobb azonos rétegbdl all. Minden kédoléréteg
egy t6bbszords fejd onfigyelé mechanizmust
és egy pozici6 szerinti el6recsatolt halézatot
tartalmaz. A dekoderben keresztfigyel6 réte-
gek keriilnek a tSbbszords feji  onfigyels
mechanizmus és a pozicié szerinti el6recsatolt
halézat kozé.

A jobb megértés céljabol, most tekintsiik 4t
a transzformator modellek Osszetevdit az
id6sor adatok kontextusaban! Gyakran hasz-
nalt modulok az id&sorok transzformator
architektarajaban:

Kddols: A kédold blokk t6bbszords fejl 6n-
figyelésbdl (multi-head self-attention) és egy
el6recsatolt réteghdl (feed-forward layer) all,
maradék Gsszekottetésekkel és normalizaciés
rétegekkel egyiitt. A mély neuralis halézatok
gyakran hasznilnak maradék &sszekotteté-
seket a képzés stabilitasainak ¢és tanulasi
folyamatanak javitasa érdekében (Szegedy és
tsai, 2015). A réteg normalizacid, amely gya-
kori a szekvencia-feldolgozé neuralis hal6za-
tokban, felgyorsitja a képzés konvergenciajat
(Ba és tsai, 2016). Az el6recsatolt réteg két
linearis rétegbSl és egy ReLU aktivacids
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fuggvénybdl all (Agarap, 2018). Az egyik
kédolé kimenete a kévetkez$ bemenete. Az
els6 koédold blokk bemeneteként a szébea-
gyazasok (word embeddings) és a pozicids
kédolas (PE) vektorainak 6sszege szolgal.

Dekddols: A dekédoléd blokk hasonléd az
encoder blokkhoz, hasonlé rétegekkel és
miuveletekkel, de két bemenettel rendelkezik:
az egyik az eléz6 dekodold kimenetébdl, a
masik pedig az utolsé kdédolobol szarmazik.
Harom réteget tartalmaz: t&bbszords fejd
onfigyelés, kédolo-dekodold figyelés és egy
el6recsatolt réteg, maradék Gsszekottetésekkel
és réteg normalizaciéval. A kédolo-dekodold
figyelem réteg az utolsé kédolé kimenetét
hasznalja kulcs és érték vektorok létreho-
zasahoz, valamint az el6z6 t6bbszords feji
onfigyelem réteg lekérdezési vektorait. Egyes
id6sor alkalmazasokban a dekddold teljesen
kihagyhat6 és a kovetkezd szakaszokban
targyalt strd interpolacios rétegre helyezhet6

at.

Kidolo és dekdder halmozds: Egy transzforma-
tor modell t6bb egymasra rakott kédold és
dekodold blokkbdl allhat, a probléma termé-
szetétdl figgben (Tschannen, Bachem és
Lucic, 2018). Vizualisan ezek a rétegek egy
neuralis halézat rétegeiként jelennek meg,
tetsz6leges szamu rejtett réteggel, mind
azonos reprezentaciés dimenzidval, példdul
amikor kédolé vagy dekddold informaciot

dolgozunk fel.

Pozicids kddolds: Az idSbeli adatokat ponto-
san kell feldolgozni, beleértve a szekvencia
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sorrendjét is, mivel az 6nfigyelés nem rendel-
kezik a bemeneti szekvencia sorrendjének
belsé ismeretével (Ahmed és tsai, 2023). Azaz,
a Vanilla transzformator nem rekurziv, ami azt
jelenti, hogy poziciés kédolast hasznal minden
elem poziciéjanak beagyazasira a bemeneten,
ahelyett, hogy explicit médon modellezné
ezeket a szekvencidkat, mint az LSTM vagy
RNN
parhuzamosan mikddhetnek. A pozicids
kédolas

koédolt vektorokat, majd kiszamitja és ssze-

esetében. Ezért a transzformatorok

véletlenszerien general pozicié
fizi ezeket a vektorokat a bemenettel. A
transzformatorok kilonféle tipusd pozicids
kédolasokat hasznalnak, melyekre most nem
térunk ki.

Figyelem modul: A transzformator kézponti
eleme az 6nfigyelem modul, amely egy teljesen
Osszekapesolt réteg, ahol a stlyokat — vagy
azokhoz hasonlokat — a pont-pont hasonlésag
alapjan generaljak, és ezek az alsébb réteg nem
normalizalt sulyainak fliggvényei. Bz lehet6vé
teszi szamunkra a hossza tava fiiggbségek
megragadasat, hasonléan a teljesen 6sszekap-
csolt rétegekhez, de sokkal kevesebb paramé-
terrel.

A Vanilla Transformer példaul id6- és
térkomplexitaisa OIN"2) (ahol N az idésorok
bemeneti dimenzidja), ami hosszu szek-
vencidk esetén szamitdsi szempontbol nem
megvaldsithat6. Szamos hatékony transzfor-
matort javasoltak ennek a kvadratikus kom-
plexitasnak a csokkentésére, amelyek két £6
kategoriaba sorolhaték (Li és tsai, 2019; Liu és
tsai, 2021; Zhou és tsai, 2021; Zhou és tsai,
2022):
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* Ritkasag torzitas hozzaadasa a figyelem
mechanizmushoz, ezzel nem minden to-
kenre figyel a modul

* Az onfigyelem matrix alacsony ranga tet-
mészetének kihasznalasa a szamitasi igény
csokkentése érdekében

Néhany munka 4talakitja a transzformator

architektarajat az id6sorok modellezésére.
Példaul az idSsorok t6bbszintl természetének
kezelésére a kozelmultban bemutattak hier-
archikus architektardkat. Az Informer (Zhou
és tsai, 2021) max-pooling rétegeket ad hozza
2-es 1épéssel az onfigyelem blokkok kozé,
hogy felére cs6kkentse a szekvencia hosszat.
A Pyraformer (Liu és tsai, 2021) egy C-ary fa
alapu figyelem mechanizmust alkalmaz, ahol a
kilénbozé szintl csomoépontok kilénbozoé
felbontasu szekvencidknak felelnek meg, és
segitenck a modelleknek jobban feltarni az
idébeli fiiggbségeket. A hossza idGsorok is
szamitasi szempontbdl hatékonyak hierar-
chikus architektarakkal.

Komvoliicio: A transzformator architektira
nem hasznal konvolucids rétegeket, azonban
a konvoluciés rétegek hozzaadasa kifizet6dd
lehet az id6ésorok elGrejelzése  esetében.
Konvoluci6 alkalmazhaté, akar az onfigyelem
mechanizmus el6tt, akar kozvetlenil vele
egylitt, és sok id§sorokra szant transzformator
hasonlé technikikat alkalmaz. Példaul TCCT
(Shen és Wang, 2022), LogSparse Trans-
formers (Li és tsai, 2019), TabAConvBERT
(Shankaranarayana és Runje, 2021), Traffic
Transformers (Cai és tsai, 2020). A konvola-
ciokat altalaban rovid tava fiigedségek vagy
térbeli fiigebségek megragadasara hasznaljak.
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Sdirdi interpoldcids algoritmus: A transzformator
rétegek, a transzformator megvaldsitasokban,
kédolé és dekddold blokkokkal vannak ki-
toltve, linearis és softmax rétegekkel, amelyek
dontéseket hoznak. A Simply Attend and
Diagnose (SAnD) megkézelités stribb inter-
polaciét biztosit azzal, hogy a dekddolé blok-
kot egy strd interpolacios réteggel helyettesiti,
ami segiti az id6beli sorrend figyelését (Song
és tsai, 2018). Ennek eredményeként csok-
kenthet6 a rétegek szama az output em-
bedding kihagyasaval. Ebben az esetben a
modell kézvetleniil a kédolé blokk kimenetét
linearis rétegekre forditja le, mielStt a végso
eredményt osztilyként adnia meg. Egy naiv
Osszeflizés rossz predikcids teljesitményhez
vezetne, ezért egy sird interpolacios algo-
ritmust alkalmaznak hangolhat6 hiperparamé-
terekkel a predikci6 javitdsa érdekében.

A Transformer modellek alkalmazhato-
saga kiilonb6z6 gépi tanulasi feladatok
esetében

A transzformator modellek példaul megold-
hatjak az idGsor elSrejelzését, segithetik a tér-
id6 elbrejelzést, az esemény el6rejelzést, az

osztalyozast és anomalia észlelést.

Eldrejelzés: Az id6sorok elérejelzésének egyik
legelterjedtebb felhasznalasi esete killénb6z6
valds élethelyzetekben fordul el6, példaul:
mezOgazdasagl termelés el6rejelzése, korhazi
kapacitas elSrejelzése vagy éppen gyartasi
kapacitas elSrejelzése. Az id6sor elérejelzés a
dominins feladat id&sor adatok esetében,
ezért t6bb modellvarianst is bemutatunk, mig
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a tobbi esetben kifejezetten koncentralunk a
jelenleg elérhetd legjobb eredményeket bizto-
sité modellekre.

Az élvonalbeli elbrejelzési moédszerek, a-
melyek pontos elérejelzéseket tudnak general-
ni nagyon hosszu szekvenciakra, olyan model-
leken alapulnak, amelyek képesek hosszu tava
fuggbségeket modellezni a bemenetek és a
hosszt kimeneti szekvenciak kézott. Azonban
a kvadratikus id6komplexitds, a talzott memo-
riafogyasztas és a kddolé-dekodold szerkezet
hibai megakaddlyozzdk, hogy a modell koz-
vetlentil hosszu szekvencidkat josoljon. A
nagy teljesitményd, transzformator-szerti mo-
dell, az Informer (2021) harom f6 mecha-
nizmust alkalmaz ezen problémak kezelésére:

1) Egy figyelem mechanizmus a ProbSparse
szinten az Onfigyelem szintjén, amely ta-
mogatja a szekvenciafiiggdségi igazitast (és igy
optimalis O(L \log L) id6- és térkomplex-
itast).

2) Onall6 figyelés témoritése, amely elény-
ben részesiti a figyelmet, hogy a bemenetet
felére csOkkentse a kaszkadold réteg szamara,
és gy jobban kezelje a nagyon hosszd beme-
neti szekvencidkat.

3) Egy generativ, batch-m6édban mtkédé
dekédold, amely egyetlen el6re haladdssal
képes hosszu idésor szekvencidkat elére je-
lezni, jelentGsen javitva az el6rejelzési skalaz-
hatésagot.

Négy nagyméretli adathalmazon végzett
kisérleti eredmények azt mutatjak, hogy az
Informer feliilmulja a korabban elérheté méd-
szereket, megerésitve a javasolt megoldas
hatékonysagat a hossza idGsor szekvencia
adatok elSrejelzésében.
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Az idésorok esetében a transzformatorok
gyakran nehezen tudjak megragadni a globalis
mintazatokat (példaul az Osszes id6pont
trendjeit). Ezt a FEDformer (Zhou és tsai,
2022) kezeli, amely a transzformatort szezo-
nalis-trend dekompoziciés médszerrel kombi-
nalja. Bar a dekompoziciés mddszer megra-
gadja az idésorok altalanos profiljat, a transz-
formatorok inkdbb a részletes struktirdkra
koncentrialnak. Tovabba, a FEDformer ki-
hasznalja a legtobb idGsor ritka természetét a
standard bazisokban, példaul a Fourier-
transzformaciéban, hogy egy frekvenciafoko-
zott transzformatort fejlesszen ki. Bz nemcsak
pontosabb, hanem szamitasi szempontbdl is
hatékonyabb, mint a Vanilla transzformator,
mivel linearis a szekvencia hosszaban. Hat
benchmark adathalmazon végzett kisérleti
eredmények azt mutatjak, hogy a FEDformer
14,8%-0s csokkenést ér el a tobbvaltozos
id8sorok és 22,6%-o0s cstkkenést az egyvalto-
z6s id6sorok elbrejelzési hibajaban a korabbi
médszerekhez képest.

A PatchTST (Nie és tsai, 2022) megmutatta,
hogy lehetséges a szamitasi és memoria-
igények csokkentése, valamint a hosszabb
elé6zményekkel valé munkavégzés, hogy jobb
teljesitményt érjen el. Két £f6 elemet tartalmaz:

* Id6sorok szegmentalasa kisebb darabokra
(patch) alszekvencia szinten, amelyek beme-
neti tokenekké formaljak a transzformatort.

* Csatorna-fiiggetlenség; minden csatorna
egyetlen egyvaltozos idGsor, kozbs beagya-
zassal és transzformator sulyokkal az Osszes
sorozat kozott.

Ez a darabol6 kialakitas harom belsS elény-
nyel rendelkezik: segit meg&rizni a helyi infor-
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maciokat a bedgyazasban, linearisan csékkenti
a figyelem térképek szamitasi és memoria-
igényét, és lehet6vé teszi a modell szamara,
hogy szélesebb figyelem ablakot hasznaljon. A
PatchTST jelent6sen javithatja a hosszu tava
el6rejelzési teljesitményt a korabbi transzfor-
matoron alapulé modellekhez képest.

Az id6pontok kozotti kapesolat elsésorban
numerikus, nem pedig szemantikai termé-
szetd. A kutaték ezzel magyarazzak, hogy
egyszerd linearis rétegek teljesitményben és
hatékonysagban gyakran felilmuljak a Trans-
former modelleket. Pedig valoszintleg a prob-
léma nem a modellre, hanem annak a nem
optimdlis hasznélatara vezethet6 vissza. Az
iTransformer (Liu és tsai, 2023) minden
idésorozatot varians tokenekként agyaz be.
Egy el6recsatolt halézatot hasznal a sorozat
reprezentaciojara, valamint tébbvaltozés kot-

relacidkra alkalmaz figyelmet.

Térbeli és iddbeli eldrejelzés: A tér-idSbeli el6re-
jelzés soran mind az idébeli, mind a tér-id6beli
fuggbségeket figyelembe kell venni az idésza-
kos transzformatorokban a pontos el6re-
jelzések elérése érdekében. Bizonyos model-
lek, mint példaul a Traffic Transformer (Cai és
tsai, 2020), egy kédolé-dekéddold struktiraval
rendelkeznek, amely egy 6nfigyelmi modult
hasznal az idépontok kozotti idébeli kap-
csolatok megragadasara, mikézben egy graf
neuralis halézatot is beépitenek a helyek
kozotti  térbeli  kapcesolatok  figyelembevé-
telére.

Egy masik megkoézelités, a Tér-id6beli Graf
Transzformator (Yu és tsai, 2020), egy figye-
lemalapti graf konvoliciés mechanizmust tar-
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talmaz, amely képes bonyolult id6-térbeli fi-
gyelmi mintdzatokat megtanulni a gyalogosok
palyainak el6rejelzésének javitasa érdekében.

Az Earthformer (Gao és tsai, 2022) a kuboid
figyelmet vezeti be a hatékony tér-idé model-
lezés érdekében. Az adatokat cella kuboidokra
bontja, és egyidejlleg alkalmaz cella-szint
Onfigyelmet az egy kuboid 6sszes cellajara. Az
Earthformer kivalé teljesitményt nyujt idé-
jarasi és éghajlati elérejelzésekben.

A kozelmultban az AirFormer (Liang és tsai,
2023) egy dartboard térbeli 6nfigyelmi modult
és egy oksagi id6beli 6nfigyelmi modult dol-
gozott ki, amelyek hatékonyan képesek meg-
ragadni a térbeli korrelacidkat és az idSbeli
fiiggbségeket. Tovabba a transzformatorokat
latens valtozokkal béviti, hogy képviselje az
adatok bizonytalansagit és javitsa a levegd-
mindség elérejelzését.

Az akciéfelismerés hagyomanyosan az em-
beri tevékenységek osztalyozasira sszponto-
sitott vide6kban, és olyan tertleteken talalt
alkalmazasra, mint az ember-robot interakcio,
az egészségligy és a videbmegtigyelés. A mély-
tanulds el6rehaladdsaval az akciéfelismerés ha-
rom megkozelitésre oszlott:  videdalapd,
csontvazalapi és t6ébb forrast kombinald
(keresztmodalis) megkozelitések. Egy uj méd-
szet, a STAR-transformer (Ahn és tsai, 2023),
Otvozi a keresztmodalis tanulast és a tér-
id8beli keresztezett transzformator figyelmi
mechanizmusat, és kivalé teljesitményt muta-
tott killonféle kisérletek soran.

Esemény elorejelzés: Az id6ben szabalytalanul
mintavételezett adatsorok rendkiviil gyakoriak
kilonféle valos alkalmazasokban, mint péld4ul
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a mezGgazdasagi termés, a hurrikian vagy akar
megbetegedések elbrejelzése. Az ilyen tipusu
adatsorok, ellentétben a szabalyos idébeli
adatsorokkal, szabalytalan id6kézonként ke-
rilnek megfigyelésre, jellegiikbdl fakaddan.
Emellett folyamatos, Gsszetett kapcsolatokat
mutatnak, amelyeket nehéz megérteni a ha-
gyomanyos statisztikai megkozelitésekkel. E-
zek a tulajdonsdgok azt jelentik, hogy a
hagyomanyos id6beli adatelemzési modszerek
nehezen birkéznak meg ezzel az adattipussal.
Az egyik legtjabb és legpontosabb megoldas
erre a problémara a ContiFormer (Chen és
tsai, 2024)., amely 6tv6zi a neuralis ODE-k
(neural ordinary differential equations) folya-
matos dinamikajat a Transformers figyelem
mechanizmuséaval. Bz a médszer hatékonyan
modellezi az informacidszolgaltatis bonyo-
lult, id6beli dinamikédjat - és pontosabbnak
bizonyul, mint mas modellek.

Osztdlyozas: 1d6sor osztalyozasi feladatok e-
lég gyakoriak a mindennapokban, ilyen példa-
ul az EKG vagy EEG jelek osztalyozasa a
sziv- és agyi rendellenességek felismerésére. A
ConvTran (Foumani és tsai, 2024) az egyik
legtjabb és legkorszerbb t6bbvaltozés id6-
beli transformer osztalyozasi modell. A pozi-
ci6 enkédolds idésorok esetében nem elég
mélyen kutatott, ebben hozott attGrést a
ConvTran, amely egyesiti az idSbeli abszolut
pozicidkédolast (tAPE), a hatékony relativ
pozicibkédolast (eRPE) és a konvolicié alapu
bemeneti kddolast. A modell célja az idébeli
adatok pozicié- és adatbeagyazasanak javitasa.
A tAPE figyelembe veszi a sorozat hosszat és
a bemeneti beidgyazasi dimenzidt, mig az
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eRPE noéveli az id6beli adatok altalanositasi
képességét. A ConvTran koénnyen integral-
haté transformer blokkokba, és hatékony
osztalyozason tdl mas id6beli feladatokhoz,
példaul elbrejelzés, regresszi6 és rendellenes
mintazatok észlelése esetén. A kisérletek azt
mutattak, hogy a ConvTran modell jelent6sen
jobb, mint a konvolicids és transformer-alapu
modellek, mindezt 32 id&beli adatsorokat

tartalmazo adatbazison tesztelték.

Anomdlia detekcis: Az idSsorok esetében az
anomalia detekci6 egy gyakori feladat. Példaul,
az élettani jelek (mint a szivritmus vagy vér-
nyomas) folyamatos monitorozasa sziikséges
ahhoz, hogy idében felismerjiik a potencialis
Az
Transformer (Hoover és tsai, 2024) egy értel-

egészségiigyl  vészhelyzeteket. Energy
mez6 modellt javasol a ZajcstkkentS Varia-
ci6s Transformer (DVT) hasznalatival. Ez a
DVT egy 4j figyelmi mechanizmust alkalmaz,
amely a figyelmi sdlyokat feltételes Gauss-
eloszlasokként kezeli, azaz képes megtanulni
az adateloszlasokat. A modell egy feliigyelet
nélkili anomadlia detektor, amely egy kédold-
dekodolé  formulaciét hasznal a bemenet
rekonstrukcidjara, miel6tt Gsszehasonlitana a
maradékot az eredeti bemenettel, és eldontené
az anomalidkat. Tovabba, egy maradék értel-
mez6t fejlesztettek ki annak érdekében, hogy
megbecstljék, az egyes jellemz6k milyen
mértékben jarulnak hozza az anomalia pont-
szamhoz. A tesztelések soran a DVT modell
jobb teljesitményt nyudjtott mas feligyelet
nélkili anomalia felismerési maddszerekhez
képest mind az F1, mind a gbrbe alatti teriilet
pontszamokban. A modell értelmezhetGsége
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jobb volt mas hasonlé6 modszereknél, mi-
kozben dramaian csokkentette a szamitasi i-
dét.

Ertelmezés és magyarazhatésag

Sok esetben egy modell el6rejelzéseit értel-
mez6 és magyaraz6 modszer utdlagos, ami azt
jelenti, hogy a modell elérejelzéseinek elké-
szitése utan nyujtanak magyarazatokat. Ezek
az utdlagos megkozelitések szinte barmely
modellre alkalmazhatdk, gyakran vizualisan
tetszetGs eredményeket hozva. Azonban el6-
fordulhat, hogy nem pontosan titkrézik a
modell belsé mutkodését (Nielsen és  tsai,
2022).

Ezzel szemben léteznek olyan moédszerek,
amelyek a magyarazatokat és az értelmez-
het8séget kozvetlenil a modellbe épitik, nem
pedig utdlagos kozelitésekre tamaszkodnak.
Szamos id6sorokra vonatkozé transzforma-
fejlesztettek ki beépitett
hetéséggel (Tipirneni és Reddy, 2021; Liu és
tsai, 2021; Lim és tsai, 2021). Ezek a modellek

képesek olyan magyarazatokat generalni, a-

tort értelmez-

melyek névelik az eredmények értelmez-
het6ségét és nagyobb felhasznaléi bizalmat
épitenek.

Jovobeni fejlesztési lehetdségek

A jovébeli kutatasoknak arra kell 6sszpon-
tositaniuk, hogy a Transformer modelleket az
idSsorteljesitmény adatokhoz igazitsak, integ-
ralva az induktiv torzitasokat (Zhou és tsai,
2021) és a GNN-ckkel valé kombiniciét a
pontosabb tér-id6 modellezés érdekében (Yu
és tsai, 2020). Emellett fontos fejleszteni az
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el6tanitott modelleket (Zerveas és tsai, 2021),
és alkalmazni az architektdra szint djitasokat
(Wu és tsai, 2021) és a neurdlis architektira
keresést (NAS) az optimalizalt teljesitmény
érdekében (Elsken és tsai, 2019). Ezek az
elSrelépések egylittesen jelentésen javithatjak
a Transformer modellek hatékonysagat és
alkalmazhatosagat az id6sorteljesitmény-e-
lemzések terén.

Konkluzio

A transzformer modellek innovativ megko-
zelitést jelentenek az idGsor-elemzésben. A
tanulmany réviden bemutatja a transzformer
modellek alapvets épitGelemeit, erésségeit és
gyengeségeit, azok kiilonbozé kiterjesztéseit
és az elért eredmények mértékét mas korszerd
technologiakhoz képest. Lathatd, hogy a
transzformerek alkalmazasa nemcsak na-
gyobb elbrejelzési  pontossighoz vezethet,
hanem az adatok értelmezését és magyaraz-
hatésagat is javithatja. Emellett fontos kie-
melni, hogy ez a teriilet még mindig nagyon 4j
és fejlédés alatt all, gy jelentSs lehetSségek
nyilnak tovabbi kutatdsokra és fejlesztésekre.
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